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Embedding

Zmniejszenie wymiarowosci danych
e . | . |
e transformacja wszystkich zmiennych

* wyrazenie oryginalnych wartosci przez ich skondensowang reprezentacje
e kumulowanie zmiennych o wysokiej korelacji

odwzorowanie zestawu zmiennych do przestrzeni o mniejszej liczbie
pseudozmiennych




1. Embedding

2. Embedding algebraiczny
— PCA - principal component analysis, analiza sktadowych gtéwnych
— SVD
— NMF

3. Embedding z uczenia maszynowego
— Model uczenia gtebokiego
— AE
— CNN
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PCA

— Transformacja danych 2 wyboér
nowych koordynatow p1l, p2, o
najwiekszej zmiennosci danych




PCA

Nowa macierz danych:
e embedding
* n wierszy — probki

Macierz transformujgca X na Y
Y — XP Macierz sktadowych gtownych:
°*  m wierszy

S * ~nkolumn
Brak kowariancji miedzy

zmlennymI:YYT Oryginalna macierz danych:
B, = = Io? * nwierszy — probki
n—1 * m kolumn — zmienne

Kowariancja miedzy
Zzmiennymi:

xxT
CX —

n—1



PCA

Y = XP

P11 P12
Y11 )’12]_[x11 X12  X13 Dot Do
Y21 Y22 X21 X22 X23

P31 P32

X;j = oryginalna wartosc zmiennej j dla probki i

Pi;j = transformowana wartosc zmiennej j dla probki i

embedding = np. prébka 1 opisana zmiennymi y;4 i y1, zamiast x11, X15 i X13



PCA

library(FactoMineR)
library(factoextra)

# PCA of the original data matrix X
X _pca <- PCA(X_ df)

# get embedding
embedding <- X pca$ind



PCA

— Embedding bazuje na dekompozycji macierzy kowariancji oryginalnych

T
danych (maksymalna wariancja) = Cx = %
— wymaga danych o $redniej ,0” > centered data, o rozktadzie normalnym
— problem dla danych rzadkich - sparse X = duzo ,0”

— algorytm wydajny obliczeniowo -2 analiza duzych rozmiaréw danych



PCA

kernel PCA
— zastosowanie PCA do przetransformowanych danych = X*

— kernel transformation

| —V\/Z’-’i (x1;-x2;)2
— Gaussian kernel: X* = e L

— X" macierzn xn



PCA

- m .~ x2:)2
library(kernlab) X* = o ijmﬂﬁlzxza

# transformation of the original data matrix X with
Gaussian kernel

# PCA of the transformed data matrix X star
X _star_pca <- kpcam(X, kernel = "rbfdot", kpar = list(sigma
=0.1))

# get embedding
embedding <- X star pca$ind



1. Embedding

2. Embedding algebraiczny
— PCA
— SVD -singular value decomposition, rozktad wartosci osobliwych
— NMF

3. Embedding z uczenia maszynowego
— Model uczenia gtebokiego
— AE
— CNN



SVD

X =USVT [

\  zawiera prawe wektory

* nxm |

* zawiera lewe wektory osobliwe
osobliwe * kolumny = wkfad

* kolumny = reprezentacja oryginalnych
oryginalnych danych zmiennych do
wzdtuz nowych \ embeddingu
koordynatow

* mxm

* macierz diagonalna

 elementy przekatnej — pierwiastek z wartoéci wtasnych macierzy XX

 elementy przekatnej reprezentujg zmiennos¢ ~ odchylenie standardowe
oryginalnych danych wzdtuz nowych koordynatow
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SVD

X =UsVv!

 embedding 2 US

 wybrane kolumny macierzy U (k < m) odpowiadajgce wysokiej wariancji
— elementy na przekatnej macierzy S



SVD

# SVD of the original data matrix X
X _svd <- svd(X)

U <- X svd$u

S <- diag(X svd$d)

V <- t(X _svd$v)

# get embedding for k components
k <- 10
embedding <- U[, 1:k] %*% S[1:k, 1:k]



SVD

— embedding bazuje na dekompozycji oryginalnej macierzy X = poszukiwanie

macierzy U i S ktdre najlepiej odwzorujg X = poszukiwanie minimum X —
usv?

— nie wymaga danych o sredniej ,,0”

— nie wymaga danych o rozktadzie normalnym

— SVD = PCA dla danych o rozktadzie normalnym i sredniej O
— pozwala na dekompozycje danych rzadkich

— bardziej wymagajacy obliczeniowo niz PCA
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1. Embedding
2. Embedding algebraiczny

— PCA

— SVD

— NMF - nonnegative matrix factorisation, nieujemna faktoryzacja
macierzy

3. Embedding z uczenia maszynowego
— Model uczenia gtebokiego
— AE
— CNN



NMF

e oryginalna macierz danych
moze zawierac tylko
elementy >0

* nxm
* kolumny =2 reprezentacja

oryginalnych danych LR | |
wzdtuz nowych * wkfad oryginalnych zmiennych do
embeddingu

koordynatow



NMF

X~ WH

 embedding 2WH

 wybrane kolumny macierzy W (k < m)



NMF

library (NMF)

# NMF of the original data matrix X

X_nmf <- nmf(X,3,method="brunet") #k=3 embedding components
W <- X _nmf$W

H <- X _nmf$H

# get embedding
embedding <- W %*% H



NMF

— embedding bazuje na aproksymacji dekompozycji oryginalnej macierzy X -
poszukiwanie macierzy W i H ktore najlepiej odwzorujg X = poszukiwanie
minimum X — WH -

— metoda iteracyjna = potencjalne problemy: brak zbieznosci, rézne wyniki
— wymaga danych >0

— NMF podobne do SVD dla danych >0

— nie wymaga danych o rozktadzie normalnym

— pozwala na dekompozycje danych rzadkich

— bardziej wymagajacy obliczeniowo niz PCA i SVD

— H jest macierza rzadkg =2 tatwiejszy wybér waznych zmiennych, lepsza
interpretowalnosc
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Inne metody

— Uniform Manifold Approximation and Projection - UMAP
— t-distributed Stochastic Neighbor Embedding - tSNE

— MDS - Multidimensional Scaling

— Sammon Mapping

— |Isomap

— LLE - Local Linear Embedding



1. Embedding

2. Embedding algebraiczny
— PCA
— SVD
— NMF

3. Embedding z uczenia maszynowego
— Model uczenia gtebokiego
— AE
— CNN
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Embedding

Embedding algebraiczny
— PCA
— SVD
— NMF

Embedding z uczenia maszynowego
—  Model uczenia gtebokiego

— AE

— CNN

1. Co to jest embedding ?
2. Jakie sg najwazniejsze ograniczenia PCA ?

3. Jakie sg najwazniejsze ograniczenia NMF ?



